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1. Motivation 
Für das Lösen von Matrizengleichungen wird die Matrix als Umkehrfunktion benötigt, diese nennt man invertierte Matrix. Folgendes Beispiel verdeutlicht den Nutzen einer invertierten Matrix.
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	A sei eine reelle nxn Matrix

	
	X ist der gesuchte Vektor

	
	Y ist der bekannte Zielvektor


Durch die beidseitige Multiplikation mit der invertierten Matrix wird nach dem Vektor x aufgelöst: 
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Durch die Bedingungen 
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 kann man das Gleichungs​system auflösen und erhält somit
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2. Gauß-Jordan Verfahren
Die Gleichung 
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entspricht 3 Gleichungssystemen. Diese kann mit dem Gauß-Jordan-Verfahren gleichzeitig lösen. Hierbei wird die Matrix A mithilfe des Gauß-Eliminierungsverfahrens auf eine Einheitsmatrix transformiert. Hierbei werden die Zeilenoperationen auch auf die anliegende Einheitsmatrix angewendet. Nach der vollständigen Transformation von A→E wurde die ursprüngliche Einheitsmatrix zu der invertierten Matrix A umgerechnet. 

Die Rechenkomplexität für das Bilden einer invertierten Matrix einer nxn Matrix beträgt ~
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. Mithilfe von parallelen Rechenoperationen soll die benötigte Dauer der Berechnung gesenkt werden. 
3. Der Gauß-Jordan Algorithmus
Folgendes exemplarisches Beispiel bildet die untere Dreiecksmatrix mithilfe des Gauß Algorithmus. Durch geschicktes Wählen von Pivotelementen wird iterativ versucht, die Spalten unterhalb der Diagonalelemente auf 0 zu bringen.
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Abbildung 1: Berechnung der unteren Dreiecksmatrix über den Gauß Algorithmus
3.1. Matrix Invertierung auf der CPU

Die Matrix Invertierung lässt sich in 4 Arbeitsschritten aufteilen: 

I. Rechtseitiges Anhängen der Einheitsmatrix E, alle weiteren Operationen auch auf E anwenden.
II. Bringe alle Elemente unterhalb der Diagonalen auf 0

III. Bringe alle Elemente über der Diagonalen auf 0

IV. Normiere die Diagonalelemente auf 1

Rechenungenauigkeiten, die bedingt durch Rundungsfehler der Computer​berechnung auftreten, wirken sich innerhalb dieses Verfahrens auf jeden folgenden Rechen​schritt aus. 
3.2. Matrix Invertierung auf der GPU

Für die Portierung auf die GPU wurde das iterative Verfahren in ein blockbasiertes Verfahren portiert. Hierbei wird ein Großteil des Rechenaufwands auf die einzelnen Multiprozessoren der Grafikkarte verteilt. Das „Cachen“ der einzelnen Blöcke je Multiprozessor erlaubt schnelle iterative Bearbeitungsschritte mit wenigen Speicher​zugriffen innerhalb eines Multiprozessors. 
Die oben aufgeführten Arbeitsschritte der Matrix Invertierung bleiben erhalten. Innerhalb eines kurzen Beispieles wird verdeutlicht wie Schritt 2 „Elemente unterhalb der Diagonalen auf 0 setzen“ funktioniert.
3.3. Blockweise Implementierung für die GPU
In folgendem Beispiel wird eine blockbasierende Methode erläutert um eine Matrix in eine obere Dreiecksmatrix zu zerlegen. Der Vorteil bei der blockbasierten Verarbeitung besteht darin die Matrix in Submatrizen aufzuteilen und diese parallel zu berechnen. Weiterhin werden die Speicherzugriffe auf ein einmaliges Lesen und Schreiben beschränkt, der Hauptspeicher der Grafikkarte ist somit nicht mehr das limitierende Maß. Das blockbasierende Lesen in den Cache „shared memory“ ermöglicht eine sehr schnelle Abarbeitung der iterativen Schritte.
	3.3.1. Gaußelimination auf den ersten Block

Wir laden den ersten Block der Matrix in den Cache und führen die Gauß Elimination durch. Die berechneten Pivot Elemente speichern wir anstelle den erzwungenen „0“ in dem Block ab. Das Pivot Element p1 würde hier e/a entsprechen.
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	3.3.2. Pivot Operationen auf Zeile anwenden 

Mithilfe der berechneten Pivot Elemente wenden wir die Rechenoperation auf die n danebenliegenden Zeilen an (n entspricht hier 4). Die Rechenoperation führen wir ebenfalls auf die n ersten Zeilen Einheitsmatrix aus Matrix aus. Hierbei laden wir den Block aus Schritt 1 in den Cache und entsprechend, dem aktiven Multiprozessor, den zu bearbeitenden Block (hier mit unterschiedlichen Farben gekennzeichnet). 
Diese Operation ist Zeilenweise unabhängig, jedoch muss die zeilenweise Anwendung vollständig durchgeführt werden bevor die nächste Spalte mit den Pivot Elementen modifiziert wird. Hierfür wird eine Synchronisation benötigt. 
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	3.3.3. Pivot Elemente unterhalb des Blocks berechnen

Es werden die Pivot Elemente unterhalb des Blocks aus Schritt 1 benötigt. Damit erzeugen wir unterhalb des aktiven Blockes „0“. Hier füllen wir die berechneten Spalten wieder mit den generierten Pivot Elementen.  Hierfür lesen wir den Block aus Schritt 1 in den Cache sowie den jeweiligen Block des entsprechenden Multiprozessors. Nun bringen wir iterativ Spalte für Spalte auf 0 und speichern die dafür generierten Pivot Elemente in den jeweiligen Zeilen ab. Dies geschieht zeilenweise unabhängig, jedoch muss das Anwenden des Pivotelements auf die restliche Blockzeile abgeschlossen sein bevor die Berechnung mit der nächsten Spalte begonnen wird. Hierfür wird eine Synchronisation benötigt.
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	3.3.4. Pivot Elemente auf Restliche Matrix anwenden

Mit den Pivot Elementen aus Schritt 3 berechnen wir die restlichen Zeilen der Matrix und der ursprünglichen Einheitsmatrix neu. Dies ist der rechenintensivste Anteil des Algorithmus. Für die Berechnung benötigen wir:

- Pivot Elemente entsprechend dem Block (dunkel blau)

- Zeilenfaktoren für die Multiplikation der Pivot Elemente (gelb markierten Blöcke)

- Den zu justierender Block (grau, rot, hellblau)

Jedes Ergebnis innerhalb eines Blocks ist unabhängig voneinander. Die Spaltenoperationen müssen jedoch synchronisiert werden.
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	3.3.5. n-te Rekursion von Schritt 1- 4 durchführen

Innerhalb einer Schleife bringen wir nun alle Elemente unterhalb der Diagonalen auf 0.  Hierfür schieben wir den Subblock aus Schritt 1 entlang der diagonalen und wiederholen die Schritte 1-4. Für die weitere Verarbeitung des Ergebnisses ist zu beachten dass die untere Dreiecksmatrix nicht mit 0 gefüllt ist sondern mit Zahlenwerten.


4. Ergebnisse
Gemessen wurden die Laufzeiten der programmierten Module mit verschiedenen Matrixdimensionen im Bereich von 32x32 bis zu 1024x1024 mit folgenden Komponenten: 

CPU: 2x 2,0GHz 3800+ AM2


GPU: GTX260 192x1,24GHz

Die in den Graphen zu entnehmenden Werte entsprechen einer Mittelung von 10 verschiedenen Messrunden. 

4.1. Zeitmessung der GPU CPU MatLab Implementierung

Der untere Graph zeigt eine Zeitmessung von verschiedenen Matrixdimensionen zwischen der nativen CPU, GPU und MatLab Implementierung. Die Rechenleistung der GPU wirkt sich erst ab Matrixdimensionen über 128x128 positiv aus. Bei Dimensionen unterhalb dieser Grenze läuft ein Großteil der Multiprozessoren im IDLE. Weiterhin macht sich bei kleinen Matrizen die Latenzzeit die man durch den Speicher​transfer von der CPU zur GPU erhält, bemerkbar. 
Auf den ersten Blick ist verblüffend, dass die MatLab Implementierung schneller ist als der native C-Code. MatLab greift hier auf die Softwarebibliothek LAPACK/LINPACK zurück in welcher die Matrix Invertierung mithilfe von SIMD beschleunigt ist. 
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Abbildung 2: Zeitmessung von kleinen Matrixdimensionen
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Abbildung 3: Zeitmessung von großen Matrixdimensionen

4.2. Residual der Rechengenauigkeit

Folgendes Schaubild zeigt die Auswirkung der Rechengenauigkeit zwischen der float GPU Implementierung gegenüber der MatLab double Implementierung. 
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Abbildung 4: Residual zwischen der float zur double Lösung
Die Differenzen fallen vernachlässigbar gering aus. Die maximale Differenz bei einer 64x64 Matrix mit Zufallszahlen im Bereich von 0-255 liegt bei 2e-006 (Anzahl der Messungen 10x). Zwischen der float CPU und float GPU Implementierung lag die maximale Differenz bei 1e-011. 
5. Quellen

http://www.netlib.org/lapack/lug/lapack_lug.html (MatLab Implementierung der Matrix Invertierung)

Friedrich Weller, Numerische Mathematik für Ing, (Berechnung Inv. Matrizen, Gauß Verfahren)
http://www.scai.fraunhofer.de/2695.html (Ch. Heinrich, Gauß Eliminierung)
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